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ÁRVORES DE DECISÃO EM ‘R’
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1. INTRODUÇÃO


Uma árvore de decisão é formada por um conjunto de nós de decisão, perguntas, que permitem a classificação de cada caso.


Temos à direita um exemplo que classifica o estado do tempo em MAU, RAZOAVEL ou BOM em função de três variáveis (se chove, se faz vento e se está sol).


Em termos de texto, esta árvore representava-se da seguinte forma em que nos nós intermédios não é feita classificação (denomina-se um nó final por 'folha'):


1) root



2) chuva = sim, MAU



3) chuva = não




4) vento = muito





6) sol = sim, RAZOAVEL





7) sol = não, MAU




5) vento = médio ou vento = pouco





8) sol = sim, BOM





9) som = não, RAZOAVEL

A leitura que se faz, por exemplo, da 'folha' 7) é: 

SE chuva = não E vento = muito E sol = não ENTÃO CLASSIFICA COMO MAU
Fica claro que, como fiz para a 'folha' 7), podemos transformar toda a árvore em Regras de Decisão (cinco regras) exclusivas, exaustivas e independentes umas das outras:

1) SE chuva = sim ENTÃO MAU
2) SE chuva = não E vento = muito E sol = sim ENTÃO RAZOAVEL
3) SE chuva = não E vento = muito E sol = não ENTÃO MAU
4) SE chuva = não E vento = médio OU vento = pouco E sol = sim ENTÃO BOM

5) SE chuva = não E vento = médio OU vento = pouco E sol = não ENTÃO RAZOAVEL


2. APRENDIZAGEM DE UMA ÁRVORE DE DECISÃO COM EXEMPLOS


No caso que apresentamos, as regras que permitem classificar o estado do tempo já são conhecidas. No entanto, existem situações em que se têm exemplos previamente classificados com regras desconhecidas que se pretendem aprender (descobrir). Essas classificações podem ter sido feitas por um perito que queremos imitar ou traduzirem medidas difíceis ou caras de fazer (por exemplo, medidas realizadas por testes destrutivos).


A forma como a árvore vai ser construída a partir dos exemplos não é relevante para nós (dado o nível de ensino deste curso), mas fiquemos apenas com a ideia de que cada folha tem que classificar pelo menos 5 exemplo, e depois são experimentadas ''todas'' as árvores possíveis e é escolhida a que tiver menor ''erro médio de classificação'' sendo que são preferíveis as árvores com menor número de nós.


Sendo que os exemplos estão num ficheiro de texto separado por vírgulas como, por exemplo, 'Z:\PCosme\Informatica\Apontamentos\R\casas.csv' que contém 100 exemplos sobre apartamentos e que se sabe as suas características (local, estado, idade, tipo, area e se tem garagem) e a classificação que um perito fez das mesmas (se é Mmau, mau, médio, bom ou Mbom):

local,estado,idade,tipo,area,garagem,classifica

Mbom,Mmau,13,4,116,sim,medio

medio,mau,7,4,98,não,mau

Mmau,bom,10,3,94,sim,medio

…


Agora pretende-se substituir o perito por uma árvore de decisão. Para 'aprendermos' a árvore (também se diz 'estimar' ou 'treinar' a árvore) vamos usar o R:

Dados <-read.csv('U:/directório escolhido/casas.csv')

library(rpart)

modelo<-rpart(classifica ~ local + estado + idade + garagem, data = Dados)


Colocamos os dados do ficheiro no data.frame "Dados", fomos buscar a uma livraria de funções a função "rpart" e com ela aprendemos uma árvore de decisão para a variável "classifica" utilizando as variáveis (que se separa com o "~") "local", "estado", "idade" e "garagem" usando como exemplos o data.frame "Dados" anteriormente lido de Z: (notar que os traços de separação dos directórios são a barra "/" e não, como é normal nas aplicações Microsoft a barra "\") ficando o resultado na variável modelo que é um "tree.frame".


Se quiséssemos que todas as variáveis fizessem parte do modelo podíamos escrever: 

modelo<-rpart(classifica ~ ., data = Dados) 


Podemos agora "ver" o modelo (com as variáveis "local + estado + idade + garagem")

>modelo
n= 100 

node), split, n, loss, yval, (yprob)

      * denotes terminal node

 1) root 100 63 medio (0.19 0.24 0.11 0.37 0.09)

   2) estado=Mbom 23 13 Mbom (0.3 0.087 0.43 0.17 0)

     4) local=bom,mau,Mmau 14  7 bom (0.5 0.14 0.14 0.21 0) *

     5) local=Mbom,medio 9  1 Mbom (0 0 0.89 0.11 0) *

   3) estado=bom,mau,medio,Mmau 77 44 medio (0.16 0.29 0.013 0.43 0.12)

     6) idade< 11.5 47 22 medio (0.23 0.15 0.021 0.53 0.064)

      12) local=bom,mau,Mbom 26 13 medio (0.38 0.077 0.038 0.5 0)

        24) estado=bom,mau 13  5 bom (0.62 0 0.077 0.31 0) *

        25) estado=medio,Mmau 13  4 medio (0.15 0.15 0 0.69 0) *

      13) local=medio,Mmau 21  9 medio (0.048 0.24 0 0.57 0.14) *

     7) idade>=11.5 30 15 mau (0.033 0.5 0 0.27 0.2)

      14) estado=bom 9  4 medio (0.11 0.33 0 0.56 0) *

      15) estado=mau,medio,Mmau 21  9 mau (0 0.57 0 0.14 0.29) *
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A primeira linha diz que foram usados 100 exemplos na aprendizagem (n = 100), a terceira é uma legenda das linhas de baixo: número do nó), quantos casos trata, quantos seria classificados erradamente se adoptássemos a classificação proposta a seguir. Entre parênteses está a frequência relativa de cada uma das classes em cada nó. Por exemplo, no nó número 2) verifica-se que (estado=Mbom), são classificados 23 exemplo e erraria em 13 deles se fossem os 23 classificados como Mbom. Dos 23 exemplos 30% são bom, 8.7% são mau, 43% são Mbom, 17% são médio e 0% são Mmau. NOTAR QUE AS CLASSES SÃO APRESENTADAS POR ORDEM ALFABÉTICA.


Os números atribuídos aos nós não são seguidos porque foram gerados nós que depois foram "podados" - pruning, o que depende do algoritmos utilizado na aprendizagem da árvore de decisão e sai fora do nosso âmbito (tem a ver com a "generalização" da árvore de decisão). 

Em termos de modelo de classificação, podemos considerá-lo reduzido a:

1) root 

   2) estado=Mbom 

     4) local=bom ou mau ou Mmau, classifica como bom
     5) local=Mbom oumedio, classifica como Mbom
   3) estado=bom ou mau ou medio ou Mmau

     6) idade< 11.5 

      12) local=bom ou mau ou Mbom 

        24) estado=bom ou mau, classifica como bom
        25) estado=medio ou Mmau, classifica como medio
      13) local=medio ou Mmau, classifica como medio
     7) idade>=11.5 

      14) estado=bom, classifica como medio
      15) estado=mau ou medio ou Mmau, classifica como mau

Nos nós que não classificam é também proposta uma classificação que seria atribuída no caso de esse nó ser final (para o caso de querermos "podar a árvore à mão").


3. DETERMINAÇÃO DA PERCENTAGEM DE ERRO DO MODELO


É utilizada a poda, pruning, porque, por diversos motivos (por exemplo, faltarem variáveis importantes na base de dados utilizada na aprendizagem, existir "ruído" nos exemplos considerados ou faltarem exemplos com "acontecimentos raros"), o modelo "treinado" não consegue acertar em todos os casos que no futuro iremos classificar. Uma aproximação a esse erro de classificação pode ser obtida utilizando "os exemplos de treino". Depois de criado o modelo, determinamos o que o modelo proponha para ao campo "classifica" e depois "cruzamos" o que está nos dados com o que foi previsto, fazendo-se a MATRIZ DE CONFUSÃO: 

Dados <-read.csv('Z:/Pcosme/Informatica/Apontamentos/R/casas.csv')

library(rpart)

modelo<-rpart(classifica ~ local + estado + idade + garagem, data = Dados)

Dados.previsto.com.modelo<-predict(modelo,Dados,type='class')

Dados.matriz.de.confusão<-table(Dados$classifica, Dados.previsto.com.modelo)


Podemos agora ver o que diz a Matriz de Confusão com 

Dados.matriz.de.confusão

	
	Dados.previsto.com.modelo

	
	bom
	mau
	Mbom
	medio
	Mmau

	bom
	15
	0
	0
	4
	0

	mau
	2
	12
	0
	10
	0

	Mbom
	3
	0
	8
	0
	0

	medio
	7
	3
	1
	26
	0

	Mmau
	0
	6
	0
	3
	0



A matriz de confusão quantifica quantos exemplos da base de dados utilizada seriam classificados bem pelo modelo construído (representado na diagonal principal) sendo que os outros seriam classificados mal.


Neste exemplo, seriam classificados bem (15+12+8+26+0) exemplos de um total de 100 (61%) pelo que o "erro médio" seria de 39%. Assim, "prevê-se" que quando se utilizar o modelo para classificar exemplo futuros, erra-se em 39% dos casos.

diagonal <- diag(Dados.matriz.de.confusão)

prec.erro <- 1 - sum(diagonal)/sum(Dados.matriz.de.confusão)


Em termos mais detalhados, podemos calcular o erro de cada coluna e que são os números que vêm entre parêntese quando visualizamos a Árvore de decisão. Por exemplo, quando se classificar um apartamento como "bom" teremos uma percentagem de erro de 12 casos em 27 (43%).

4. ÍNDICE REMISSIVO EXPLICADO

Abertura de uma livraria: library(rpart), p. 2
Aprendizagem, Estimação, Treino: Partindo de exemplos, "adivinhar" a árvore, p. 2

Árvore de Decisão: Conjunto de 'nós de decisão' e 'folhas' que implementam um modelo de classificação, p. 1

Erro de previsão: o que se prevê serem, no futuro, os erros de classificação, pp. 4 e 5
Erro médio de classificação, Percentagem de Erro: Percentagem de casos classificados erradamente. É calculado com os exemplos, pp. 4 e 5

Estimação da Árvore de Decisão: rpart(Classe ~ variáveis, data = Dados), 2

Interpretação de uma árvore:  ver páginas pp. 3 e 4

Leitura da Matriz de Confusão: ver página p. 5

Leitura de dados de um ficheiro para um data.frame: função read.csv( ), p. 2

Matriz de Confusão: constroi-se com table(), depois de utilizar predict, p. 4 

Poda, Generalização, Pruning: processo de diminuição do tamanho da árvore, p. 2

Previsão utilizando o modelo: predict(modelo,Dados,type='class'), p. 4






