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PCosme, FEP, Nov. 2002


ÁRVORES DE REGRESSÃO EM ‘R’

1. INTRODUÇÃO


Uma árvore de regressão é idêntica a uma árvore de decisão porque também é formada por um conjunto de nós de decisão, perguntas, mas o resultado, em vez de uma categoria, é um escalar (número que pertence a uma escala).


Temos abaixo um exemplo que prevê quantos milímetros (igual a litros por metro quadrado) de chuva haverá amanhã em função do que se sabe hoje (velocidade do vento em km/h, se a temperatura do ar desceu e quanto choveu em mm):
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Em termos de texto, esta árvore representava-se da seguinte forma em que nos nós intermédios não é fazemos classificação (também se denomina um nó final por 'folha'):


1) root



2) vento > 20 Km/h




4) temperatura = desceu, CHOVE 5 mm




5) temperatura = não desceu, CHOVE 15 mm



3) vento <= 20 Km/h




6) choveu hoje <= 5 mm, CHOVE 5 mm




7) choveu hoje > 5 mm, CHOVE 20 mm

A leitura que se faz, por exemplo, da 'folha' 7) é: 

SE vento < 20 Km/h E choveu hoje > 5mm ENTÃO AMANHA CHOVE 20 mm

Fica claro que podemos transformar toda a árvore em Regras de Decisão exclusivas, exaustivas e independentes umas das outras (não é normal denominar estas por regras de regressão).


2. APRENDIZAGEM DE UMA ÁRVORE DE REGRESSÃO COM EXEMPLOS


Assumiu-se no ponto anterior que o modelo já era conhecido, por exemplo, por um perito em meteorologia.

Mas, tal como explicado nas Árvores de Decisão, podemos aprender uma árvore de regressão partindo de exemplos.
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A forma como a árvore vai ser construída a partir dos exemplos não é relevante para nós (dado o nível de ensino deste curso), mas fiquemos apenas com a ideia de que cada folha tem que classificar pelo menos 5 exemplo, sendo que o yval é a média de todos os exemplos da folha e o valor deviation é o desvio quadrático médio dos exemplos à média (variância amostral).


No exemplo ao lado, da regra "choveu hoje <= 5 mm" resultam 12 exemplos cuja média é de 5 mm (é o yval) e o desvio quadrático médio a essa média é 16 mm2. Este desvio obtém-se somando os quadrados dos erros e dividindo pelo número de exemplos:

Deviation = [(x1–yval)2 + (x2–yval)2 + …(x11–yval)2 + (x12–yval)2]/12


Uma das leituras possíveis para a raiz quadrada do desvio é considerá-lo o erro da previsão. Neste exemplo, como a previsão da folha é de 5 mm com um erro quadrático médio de 16 mm2 então o erro é de 4 mm pelo que se prevê para amanhã chuva entre 1 mm e 9 mm.


Sendo que temos 100 exemplos de preços de apartamentos no ficheiro de texto separado por vírgulas, 'Z:\PCosme\Informatica\Apontamentos\R\casas_preco.csv', com os campos "local", "estado", "idade", "tipo", "area", "garagem" e o preço de venda no campo "mil.euros":


Agora pretende-se prever o preço de mercado de outros apartamentos por uma árvore de regressão. Para 'aprendermos' a árvore (também se diz 'estimar' ou 'treinar') no R, 1º- lemos o ficheiro e colocamos os dados no data.frame "Dados", 2º vamos buscar a uma livraria de funções a função "rpart" e 3º com ela aprendemos uma árvore de regressão para a variável "mil.euros" utilizando todas outras variáveis (que se separam com o "~" e se representam pelo ponto final), ficando o resultado na variável modelo que é um "tree.frame":

>Dados <-read.csv('u:/directório escolhido/casas_preco.csv')

>library(rpart)

>modelo<-rpart(mil_euros ~ ., data = Dados)


Podemos agora "ver" o modelo.

>modelo
n= 100 

node), split, n, deviance, yval

      * denotes terminal node

 1) root 100 81071.5000  77.90000  

   2) area< 80.5 42 16997.7700  58.39286  

     4) local=mau,medio,Mmau 34  9138.2350  53.08824  

       8) idade>=7.5 20  4838.7500  45.75000  

        16) local=mau,Mmau 9   913.8889  33.88889 *

        17) local=medio 11  1622.7270  55.45455 *

       9) idade< 7.5 14  1683.9290  63.57143 *

     5) local=bom,Mbom 8  2836.7190  80.93750 *

   3) area>=80.5 58 36518.2100  92.02586  

     6) estado=medio,Mmau 21  8820.2380  71.30952  

      12) area< 97 11  2393.1820  62.72727 *

      13) area>=97 10  4725.6250  80.75000 *

     7) estado=bom,mau,Mbom 37 13570.2700 103.78380  

      14) estado=bom,mau 21  4673.8100  95.59524  

        28) idade>=9.5 12  2989.0630  89.37500 *

        29) idade< 9.5 9   601.3889 103.88890 *

      15) estado=Mbom 16  5640.2340 114.53130 *


A primeira linha diz que foram usados 100 exemplos na aprendizagem (n = 100), a terceira é uma legenda das linhas de baixo: número do nó), quantos casos trata, qual é o erro quadrático (a variância da amostra multiplicada pelo número de casos) e qual o valor médio a doptar como resposta. Por exemplo, no nó número 17) são classificados 11 exemplos em que (area<80.5 e local=medio e idade>=7.5), prevendo-se para estes um preço de 55455 euros com um erro de 12146€, ((1622.727/11). Assim a previsão diz que o preço deve estar entre 43309€ e 67601€ (com 2/3 de probabildiade se a distribuição for normal), 30maio2011. Apresentamos esquematicamente a árvore de Regressão na imagem seguinte:
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Com explicado nas Árvores de Decisão, os números atribuídos aos nós não são seguidos porque foram gerados mais nós que depois foram "podados" - pruning, o que depende do algoritmos utilizado na aprendizagem da árvore e sai fora do nosso âmbito (tem a ver com a "generalização" da árvore de decisão). 


De igual modo, nos nós que não prevêem (não são folhas) também é proposto um valor que seria atribuída no caso de esse nó ser final (para se poder "podar a árvore à mão").


3. DETERMINAÇÃO DO ERRO DE PREVISÃO DO MODELO


É utilizada a poda, pruning, porque o que nos interessa não é classificar bem os exemplos de treino mas o modelo ser aplicável a novos casos no futuro. Uma aproximação a esse erro de classificação pode ser obtida utilizando "os exemplos de treino". Depois de criado o modelo, determinamos o que o modelo proponha para o campo previsto "mil.euros" e depois calculamos o Erro Quadrático de forma a podermos calcular o Erro Médio Quadrático, e o erro médio:

>Dados <-read.csv(' u:/directório escolhido/casas_preco.csv')

>library(rpart)

>modelo<-rpart(mil_euros ~ ., Dados)

>Dados.previsto.com.modelo<-predict(modelo,Dados)

>erros.quadraticos<- (Dados$classifica - Dados.previsto.com.modelo)^2

>erro.medio.quadratico <- sum(erros.quadraticos) / length(erros.quadraticos)

>(erro.medio<- erro.medio.quadratico^0.5)

>[1] 15.299

Neste exemplo, o erro médio é o “desvio padrão” e traduz os milhares de euros de erro de utilizar o modelo na previsão do preço de um apartamento.







